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图 2 GRU 结构

Fig. 2 Structure
 

diagram
 

of
 

GRU

1. 3　 双向长短期记忆神经网络

　 　 双向长短期记忆网络[17] ( BiLSTM) 结合长短

期记忆神经网络 ( Long
 

Short-Term
 

Memory
 

Net-
work,LSTM)的优点,能够同时处理正向和反向的

输入顺序。 这种双向结构使得网络可以同时考虑

过去和未来的信息,从而更全面地捕捉时间序列

中的长期依赖关系。 BiLSTM 结构如图 3 所示。 首

先,从正向序列出发,将正向层中的数据传输给正

向层,正向层存储各时刻的数据。 在此基础上,逆
序被输入到反向层,在此过程中,每一次的输出都

被保存下来。 最后,将正向与反向层的对应输出

组合起来,就可以获得最终的结果[18] 。

图 3 BiLSTM 结构图

Fig. 3 Structure
 

diagram
 

of
 

BiLSTM

1. 4　 注意力机制

　 　 注意力机制( AM)的主要思想来自于人类视

觉注意,人类视觉可以快速找到关键区域,并在关

键区域添加注意焦点,以获得所需的详细信息。
　 　

类似地,对于时序数据,AM 会记录每个隐藏状态

并生成一个序列,它会将最终输出与该序列相关

联,并根据与不同隐藏状态之间的相关性,进行有

选择地学习[17] 。 AM 的计算过程一般分为三个

阶段:
(1)输出特征和输入特征之间相似性或相关

性的计算如式(1)所示:
st = tanh(Wh·ht + bh) (1)

式中: Wh —AM 的权重; bh —AM 的偏置项; ht —
输入向量。 Wh 和 bh 在每一层中共享权重。

(2)对第一步的分数进行归一化,并使用 soft-
max 函数进行转换,如式(2)所示:

at =
exp( sTt v)

∑ t
exp( sTt v)′

(2)

式中: v —注意力值。
(3)根据注意力权重系数,通过注意力权重加

权求和之后获得综合注意力值 s ,如式(3)所示:

s = ∑ t
atht (3)

2　 光伏功率数据来源及处理

2. 1　 数据来源

　 　 光伏功率输出数据集(Photovoltaic
  

Power
 

Out-
put

 

Dataset,PVOD) [19]记录了河北省 10 座光伏电

站的历史发电信息。 本文以发电站 ID 为 sta-
tion00、装机容量为 6

 

600
 

kW、铺设光伏板总数为

26
 

000 个的光伏发电站历史数据为例,记录时间

区间为 2018 年 8 月 15 日—2019 年 6 月 13 日,时
间分辨率为 15

 

min,共计 28
 

896 条数据。 数据集

特征及含义如表 1 所示。

2. 2　 数据预处理

　 　 光伏组件工作异常、定期维护以及数据采集

装置故障会导致数据缺失或异常,使得原始数据

　 　
表 1 原始数据集变量说明

Tab. 1 Description
 

of
 

variables
 

of
 

the
 

original
 

dataset
变量 描述 变量 描述

power 发电站的光伏输出 nwp_pressure NWP 的气压

nwp_globalirrad NWP 的全球辐照度 lmd_totalirrad LMD 的全球辐照度

nwp_directirrad NWP 的直接辐照度 lmd_diffuseirrad LMD 的散射辐照度

nwp_temperature NWP 的 10
 

m 干球温度 lmd_temperature LMD 的温度

nwp_humidity NWP 的 10
 

m 相对湿度 lmd_pressure LMD 的气压

nwp_windspeed NWP 的 10
 

m 风速 lmd_winddirection LMD 的风向

nwp_winddirection NWP 的 10
 

m 风向 lmd_windspeed LMD 的风速

　 　 注:数据名称中 NWP 表示数值天气预报,LMD 表示本地测量数据。
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中出现缺失值或异常值,为避免这些不良数据对

模型预测带来的不利影响,进行了以下数据处理

工作:(1) 对原始数据表中的数据进行缺失值检

测,经检测数据中不存在缺失值,故不再进行缺失

值的处理;(2)采用四分位法对数据进行异常值检

测,并查看异常值的个数,具体数量见表 2,将检测

出的异常值删除后进行填补以补全数据集,考虑

到数据之间存在时序关系,使用上一个有效值代

替异常值的方法进行修正。

表 2 异常数据数量

Tab. 2 Number
 

of
 

outliers
特征 数量

nwp_humidity 424
nwp_windspeed 573
lmd_diffuseirrad 874

lmd_pressure 61
lmd_windspeed 590

根据四分位法的步骤,将数据集从小到大排

序,然后四等分,确定第一四分位数(Q1)、第三四

分位数(Q3) 和中间的四分位数即中位数(Q2)。
Q1 与 Q3 之间的范围称为四分位距(IQR)。 将小于

Q1-1. 5×IQR 或大于 Q3+1. 5×IQR 的数据点定义

为异常值。 该方法不受极端值的显著影响,具有

较高的鲁棒性。 由于光伏功率数据通常随时间、
天气等因素波动,分布形态不稳定,而该方法定义

的异常值标准基于数据的中位数和四分位距,适
用于非对称分布,可以有效识别光伏功率数据中

的偏离点而不依赖特定的分布假设,故本文采用

该方法进行异常值检测。
观察 PVOD 中发电站光伏输出的分布情况,

发现其存在周期性变化。 选择 2018 年 8 月 16 日

18 ∶ 00 至 2018 年 8 月 17 日 18 ∶ 00 的光伏功率并

对其进行可视化,如图 4 所示。 从图中可以得出,
光伏功率稳定输出的时间段为 22 ∶ 00—11 ∶ 00。

图 4 光伏功率变化图

Fig. 4 Diagram
 

of
 

photovoltaic
 

power
 

variation

2. 3　 特征选择
 

2. 3. 1　 Spearman 相关性分析

　 　 由于光伏系统发电功率受多种因素的影响,
因此,在对其进行输入前,先对其进行特征筛选,
可以有效提取与光伏功率变化密切相关的特征,
减少输入特征的维度,从而降低计算的复杂度和

模型训练的时间,提高模型预测精度。 因此,使用

相关性分析对原始数据集中的特征进行初步筛

选。 由于 Spearman
 

相关系数可用于任何长度相同

的两组数据的相关性分析[20] ,故本文选择使用

Spearman 相关系数进行相关性分析,计算公式为

ρ =
∑

n

i = 1
(xi - x)(yi - y)

∑
n

i = 1
(xi - x) 2(yi - y) 2

(4)

式中: ρ 为相关系数,取值范围为-1 ~ 1。 ρ 的绝对

值表示两个变量之间的相关性程度,绝对值越接

近 1 说明相关性越强。 对 PVOD 中的 13 个变量与

目标变量功率 power 之间计算得到的 Spearman 相

关系数绘制热力图,如图 5 所示。 其中 nwp_wind-
direction 和 power、lmd_winddirection 和 power 的相

关系数最小,分别为 0. 046 和 0. 057,相关程度非

常低,故不作为输入特征。 剩余的 11 个特征都有

不同程度的相关性,将其作为初步输入特征。 另外,
nwp_ globalirrad、 nwp _ directirrad、 lmd _ totalirrad 和

lmd_diffuseirrad 与 power 的相关系数都达到了 0. 9
以上,说明这 4 个特征与功率的相关性极高,对光

伏功率的影响较大,对后续的模型预测有重要

影响。
2. 3. 2　 灰色关联分析

　 　 Spearman 相关性分析可以识别变量之间的单

调关系。 灰色关联分析可以发现隐藏的关联性,
提取更多的特征信息,提高模型对数据的拟合能

力。 因此,基于上述结果,进一步使用灰色关联分

析对选取的输入特征进行特征提取。 灰色关联分

析分为以下几个步骤:
(1)对数据进行无量纲化处理

在特征选择的基础上,采用 z-score 标准化的

方法,将原始数据归一化,转化为[0,1]范围内的

数据集。

z = x - μ
σ

(5)

式中: x —原始数据; μ —均值; σ —标准差; z —
标准化后的数据。
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图 5 Spearman 相关系数矩阵热力图

Fig. 5 Spearman′s
 

rank
 

correlation
 

coefficient
 

matrix
 

heatmap

(2)确定分析数列

在光伏功率预测问题中,光伏功率反映了该

系统的行为特征,因此选择光伏发电功率为参考

序列,其余特征是影响光伏发电系统的因素,因此

为比较序列。
(3)计算比较序列中各指标与参考序列的关

联系数

文献[21] 将各指标的关联系数定义为灰色

系数:

y(x0(k),xi(k)) = a + ρ′b
| x0(k) - xi(k) | + ρ′b

( i = 1,2,…,m;k = 1,2,…,n) (6)
式中: a —两极最小差; b —两极最大差; ρ′ —分

辨系数(根据文献[22],一般取值为 0. 5)。
(4)计算灰色关联度,并得出结论

对关联系数矩阵每列求均值得到灰色关联度

y(xo,xi) ,公式如下:

y(xo,xi) = 1
n ∑

n

k = 1
y(xo(k),xi(k)) (7)

　 　 得出上述所选取的 11 个变量和目标变量发电功

率之间的灰色关联度并进行排序,结果如表 3 所示。

表 3 各特征和发电功率之间的灰色关联度

Tab. 3 Grey
 

correlation
 

degree
 

between
 

each
 

feature
 

and
 

power
特征 功率 特征 功率

lmd_totalirrad 0. 929
 

4 lmd_temperature 0. 678
 

6
nwp_directirrad 0. 869

 

8 nwp_windspeed 0. 678
 

0
nwp_globalirrad 0. 864

 

4 nwp_humidity 0. 661
 

1
lmd_diffuseirrad 0. 846

 

8 nwp_pressure 0. 658
 

7
lmd_windspeed 0. 709

 

6 lmd_pressure 0. 646
 

5
nwp_temperature 0. 683

 

8

关联度越高,表示该特征与目标变量的关联

性越强。 表 3 列出的特征与光伏功率 power 之间

的关联性依次降低,对功率的影响也依次降低,参
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照文献[23],设定关联度阈值为 0. 7,即关联度在

0. 7 以上的特征对光伏功率的影响较大。 筛选出

关联度高于该阈值的特征,分别为 lmd_totalirrad、
nwp_globalirrad、nwp_directirrad、lmd_diffuseirrad 和

lmd_windspeed,这些特征被认为是关键因素,对光

伏功率预测具有较大影响,因此选取上述 5 个特征

作为最终的输入特征。

3　 基于 CNN-GRU-BiLSTM-AM 的光伏
功率预测模型

3. 1　 模型构建

　 　 基于上述 CNN、GRU、BiLSTM 和 AM 模型优

势,提出一种基于 CNN-GRU-BiLSTM-AM 的超短

期光伏功率预测模型,以提高光伏发电预测精度。
CNN-GRU-BiLSTM-AM 预测模型工作过程示意图

如图 6 所示。
构建步骤如下:
(1)首先将预处理的光伏功率数据按照时间

先后顺序以 8 ∶ 2 比例划分为训练集和测试集;
(2)为提取光伏功率数据空间维度上的局部

特征,将数据通过输入层传递到 CNN 卷积层,利用

卷积操作和激活函数,有效提取数据中的局部

特征;
(3)通过 GRU 网络获取发电功率数据在时间

维度上的关联信息。 利用 GRU 的重置门和更新门

机制保留光伏功率数据中的时间信息;
(4)为获取时序数据的长期依赖关系,将提取

完局部特征和时间信息的数据输入双向长短期记

忆神经网络;
(5)为突出关键历史时间点重要信息,将 BiL-

STM 的输出作为 AM 层输入,通过 AM 第一、二阶

段计算出光伏功率影响因素的注意力权重,权重

值越大说明该特征在该时间点携带的信息越

重要;
(6)将上一步骤输出数据通过 Flatten 层连接

全连接层输出得到预测结果。

图 6 CNN-GRU-BiLSTM-AM 预测模型工作过程示意图

Fig. 6 Diagram
 

of
 

the
 

working
 

process
 

of
 

the
 

CNN-GRU-BiLSTM-AM
 

prediction
 

model
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3. 2　 评价指标

　 　 为了衡量 CNN-GRU-BiLSTM-AM 模型对光伏

功率的预测效果,实验选取预测问题常用的决定系

数 R2、均方根误差(RMSE)和平均绝对误差(MAE)
为评价指标[24] 。 R2 值和模型的预测准确率成正比,
RMSE 值、MAE 值和模型的预测准确率成反比。

R2 = 1 -
∑

n

i = 1
(

 

y

(

i - yi) 2

∑
n

i = 1
(

 

y

(

i - y) 2

(8)

RMSE =
∑

n

i = 1
(yi -

 

y

(

i) 2

n
(9)

MAE =
∑

n

i = 1
yi -

 

y

(

i

n
(10)

式中: yi —第 i 时刻光伏功率的真实值;
 

y
(

i —第 i
时刻光伏功率的预测值; y —光伏功率的平均值;
n —光伏功率的总数据量。

4　 实证分析

4. 1　 参数设置

　 　 以 2. 1 中河北省某光伏电站功率数据为例,选
择 22 ∶ 00—11 ∶ 00 时间段的光伏功率数据,对上

述构建的 CNN-GRU-BiLSTM-AM 模型进行实证分

析。 为防止出现过拟合现象,分别在 CNN 层、GRU
层和 BiLSTM 层增加 Dropout 层。 实验以 Python 语

言为基础,采用 Tensorflow 框架对 CNN-GRU-BiL-
STM-AM 模型进行训练,参数设置如表 4 所示。

表 4 参数设置

Tab. 4 Parameter
 

settings
超参数 设置 超参数 设置

CNN 层输出通道数 32 学习率 0. 001

CNN 层卷积核大小 3 随机失活概率 0. 2

BiLSTM
 

CNN 层填充方式 same 批量大小 32

CNN 层激活函数 relu 损失函数 MAE

GRU 层神经元个数 64 训练轮次 20

BiLSTM 层输出通道数 64 优化器 Adam

4. 2　 实验结果

　 　 为验证所构建模型的有效性,将其与 CNN-
GRU-LSTM-AM 模 型、 CNN-BiLSTM-AM[13] 模 型、
CNN-GRU[11] 模型、 GRU-BiLSTM-AM[25] 模型以及

Transformer 模型进行对比,预测结果见表 5。 在

Pytorch 框架下,将 Transformer 模型的训练周期设

置为 30 轮,学习率为 0. 000
 

1,批量大小为 64,预
测长度为 4 步,注意力头数为 4,编码层数为 3。 由

表 5 可知,相对其他 5 个模型,所构建模型在决定

系数 R2 上分别提高了 0. 38%、 8. 89%、 0. 19%、
0. 29%和 10. 18%,在 RMSE 上分别降低了 0. 006

 

4、
0. 070

 

5、0. 003
 

3、0. 005
 

0 和 0. 456
 

8,在 MAE 上分

别降低了 0. 003
 

4、0. 060
 

6、0. 002
 

9、0. 005
 

2 和

0. 310
 

0,进一步说明 BiLSTM 较单向 LSTM 能提取

更多的时序信息,GRU 突出光伏功率数据在时间

维度上的关联信息,AM 强调历史时间点信息的重

要性,以及 CNN 对空间维度上局部特征的提取,它
们都对预测精度的提高发挥了重要作用。

表 5 不同模型的光伏功率预测结果

Tab. 5 Photovoltaic
 

power
 

prediction
 

results
 

of
 

different
 

models
模型 R2 RMSE MAE

CNN-GRU-BiLSTM-AM 0. 991
 

0 0. 032
 

5 0. 026
 

6
CNN-GRU-LSTM-AM 0. 987

 

2 0. 038
 

9 0. 030
 

0
CNN-BiLSTM-AM 0. 910

 

1 0. 103
 

0 0. 087
 

2
CNN-GRU 0. 989

 

1 0. 035
 

8 0. 029
 

5
GRU-BiLSTM-AM 0. 988

 

1 0. 037
 

5 0. 031
 

8
Transformer 0. 889

 

2 0. 489
 

3 0. 327
 

6

4. 3　 结果分析

　 　 为对上述实验结果进行统计分析,将实验结

果进行配对样本的 Wilcoxon 符号秩检验[26] 。 该检

验是一种非参数检验,目的是推断配对的两个模

型预测结果之间是否存在差异。 该检验的原假设

是基准预测模型,具有与本文提出的预测模型相

同或更好的性能。 当实验结果进行配对的差值数

据不服从正态分布时,可以采用该检验。 当检验

结果拒绝原假设时,认为本文所提出的模型预测

性能更好。
在 SPSS 分析软件中,Shapiro-Wilk 检验适用

于 3≤n≤5
 

000 的小样本数据,由于本文构建模型

的预测数据量为 2
 

613,故选择 Shapiro-Wilk 检验。
SPSS 检验结果见表 6,由表 6 可知,5 组差值的显

著性 p 值均小于 0. 05,故拒绝原假设,认为差值数

据不符合正态分布,可以采用配对样本的 Wilcoxon
符号秩检验,结果见表 7。 由表 7 可以看出,原假

设在 5%的显著性水平下被拒绝,即本文提出的

CNN-BiLSTM-GRU-AM 模型与其他 5 个对比模型

的实验结果均存在显著性差异。 这表明本文提出

的模型性能优于其他 5 个模型。
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表 6 正态性检验(Shapiro-Wilk 检验)
Tab. 6 Normality

 

test
 

(Shapiro-Wilk
 

test)
统计 自由度 显著性

差值 1 0. 724 2
 

613 0. 000
差值 2 0. 971 2

 

613 0. 000
差值 3 0. 911 2

 

613 0. 000
差值 4 0. 818 2

 

613 0. 000
差值 5 0. 991 2

 

613 0. 000

表 7 配对样本的 Wilcoxon 符号秩检验

Tab. 7 Wilcoxon
 

signed-rank
 

test
 

for
 

paired
 

samples
统计量 显著性 结果

CNN-GRU-BiLSTM-AM
 

vs
 

CNN-GRU-LSTM-AM 360
 

949 4. 42×10-267 存在显著
性差异

CNN-GRU-BiLSTM-AM
 

vs
 

CNN-BiLSTM-AM 927
 

928 7. 28×10-91 存在显著
性差异

CNN-GRU-BiLSTM-AM
 

vs
 

CNN-GRU 748
 

242 1. 44×10-136 存在显著
性差异

CNN-GRU-BiLSTM-AM
 

vs
 

GRU-BiLSTM-AM 248
 

547 0. 00 存在显著
性差异

CNN-GRU-BiLSTM-AM
 

vs
 

Transformer 1
 

817
 

461 0. 004
 

392 存在显著
性差异

5　 结论

　 　 本文构建了一种基于 CNN-GRU-BiLSTM-AM
的超短期光伏功率预测方法。 该方法增强了模型

对数据的感知能力,可有效提取光伏功率数据在

空间维度上的局部特征,对识别光伏功率的即时

波动具有显著作用,能更好地理解光伏功率数据

中的长期依赖关系,能自适应地聚焦于历史数据

中的关键时间点,这不仅增强了模型对关键特征

的感知能力,还提高了对光伏功率变化的响应速

度和预测精度。
实验结果表明,与其他五种模型( CNN-GRU-

LSTM-AM、CNN-BiLSTM-AM、CNN-GRU、GRU-BiL-
STM-AM 和 Transformer) 相比,该模型在时间序列

预测的准确率最高达到了 0. 991,且其在 Wilcoxon
符号秩检验下与其他 5 种模型的对比 p 值均小于

0. 05,存在显著性差异,说明该方法在稳定性和泛

化能力方面均表现出显著优势。 这不仅验证了该

模型设计的合理性和有效性,而且为光伏发电管

理和电网调度提供了有力的技术支持。
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